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3 Analisis de Regresion Multiple: Estimacién

Sabemos cémo explicar una variable dependiente y en funcién de una variable indepen-
diente x con modelo RLS

e Pero es dificil hacer conclusiones ceteris paribus de como x afecta a y
e Supuesto principal (RLS.4) es poco realista
— RLS.4: Todos los otros factores que afectan a y no se correlacionan con x

El modelo de regresion lineal miltiple (RLM) nos permite hacer andlisis ceteris paribus
porque podemos controlar explicitamente por otros factores que afectan simultaneamente
a la variable dependiente

RLM permite usar datos no experimentales para:

e Verificar teorias econdmicas
e Evaluar politicas publicas

Modelo RLM permite incluir muchas variables explicativas que pueden estar correla-
cionadas

e Podemos aspirar a inferir causalidad en casos en que una RLS no es apropiada
e Permite explicar méas de la variabilidad en y
— Mejores modelos para predecir y
e Permite considerar formas funcionales més generales (flexibilidad)
e Vehiculo méas usado para el andlisis empirico en ciencias sociales
L Qué sigue?

e Estimacién y propiedades estadisticas de MCO (falta de sesgo, eficiencia) para RLM

3.1 Motivacién y definicién
RLM se puede usar para resolver problemas que no se pueden resolver con RLS
e Factores diferentes a la variable de interés se pueden incluir en el modelo de regresién

e RLM permite generalizar las relaciones funcionales entre las variables



3.1.1 Modelo con 2 variables independientes

y es determinada por 2 variables independientes y por otros factores no observados con-
tenidos en u

y = Bo+ fir1 + Baxa +u

e [y es el parametro del intercepto o la constante
e 31 v B9 son los parametros de las pendientes
— Atn estamos interesados en [y
e Sacamos a z2 de u y la ponemos explicitamente en la ecuacién

— (1 mide el efecto de x; en y, manteniendo x5 fija (ceteris paribus)

— [ mide el efecto ceteris paribus de x5 en y

e Antes, 9 no debia estar correlacionada con x; (o f; estaria sesgado)

Ejemplos.
salario = By + Preduc + Paexper + u

consumo = By + Bringreso + Boingreso® + u

e Ambos ejemplos se pueden expresar en la forma general para 2 variables
independientes

— Pero la interpretacién cambia

e El segundo modelo tiene una sola variable independiente pero aparece de dos
formas distintas (3 pardmetros)

Aconsumo
—— ~ (1 + 2By ingreso
Aingreso

— Efecto marginal del ingreso sobre el consumo

— Depende de 1, £; v el ingreso

Necesitamos supuestos de como u se relaciona con 7 y o

e Supuesto principal en el modelo de 2 variables: E (u | z1,22) =0

— Para cualesquier valores de x1 y x5 en la poblacion, el promedio de los factores
no observados es cero

Ejemplos.
E (u | educ, exper) =0

e Promedio de habilidad (en u) es el mismo en todas las combinaciones de
educacién y experiencia

E (u | ingreso, z'ngreso2) =0

e Es lo mismo que E (u | ingreso) = 0 porque ingreso® se conoce al conocer




INgreso

3.1.2 Modelo con k variables independientes

RLM permite considerar varios factores que afectan a y

e Ej. Para analizar el salario, podemos considerar ademés: capacitacién, antigiiedad,
variables demograficas

El modelo de RLM o modelo de regresién miultiple se escribe
y=Po+ 11+ Baxa + ... + Brrp + u

e y es la variable dependiente, explicada, etc.

xr1,T9,...,T son las variables explicativas, independientes, etc.

Contiene k + 1 parametros poblacionales no conocidos

— [y es el intercepto

— (1, B2, ..., Bk son los parametros de las pendientes asociadas con las x

u es el término de error, contiene factores que afectan a y distintos a x1, xs9, ..., Tk
— Siempre habré factores que no se puedan incluir

La interpretacion de los parametros es importante

Ejemplo.

log(salario) = By + By log(ventas) + Byceoantig + Bsceoantig® + u

k=3

[1: elasticidad del salario con respecto a las ventas ceteris paribus

e Si B3 =0, (100 x ) es aproximadamente el incremento porcentual ceteris
paribus en el salario cuando ceoantig aumenta 1 ano

e Si B3 # 0, el efecto de ceoantig en el salario es

Alog(salario)

. ~ [y + 23 ceoantig
Aceoantig

Recordatorio: Lineal en RLM significa lineal en los pardmetros 3;
e Muchas aplicaciones de RLM involucran relaciones no lineales entre las variables
Supuesto clave para el modelo RLM:
E(u|zy,z9,...,26) =0

e Clave para probar falta de sesgo en MCO



e Todos los factores en v no estan correlacionados con las variables explicativas

e Cualquier problema que cause correlacién entre u y cualquier variable independiente
hace que el supuesto no se cumpla

e La funcién de regresién poblacional (FRP) es:

E(y | x1,29,...,21) =E(Bo+ Brx1 + ...+ Brxp +u | ©) = o+ iy + ... + By

3.2 Mecanica e interpretacion de MCO
En RLM:

e Tenemos k variables independientes

e Buscamos k + 1 estimadores BO, 31, e ,Bk para los parametros Sg, 51, ..., Bk

3.2.1 Obtencién de los estimadores MCO

La ecuacion MCO estimada, la linea de regresion MCO o la funcién de regresiéon
muestral (FRM) es

Y= 0o+ bix1 + s + ... + By
. Bo es el estimador MCO para el intercepto
. 317 32, e Bk son los estimadores MCO para las pendientes

Problema de minimizacién R
El método MCO escoge los estimadores () que minimizan la suma de los residuales al

cuadrado dada una muestra de n observaciones {(y;, i1, Ti2, ..., i) | 1 =1,2,...,n}
n n n 2
. ~2 . ~ 2 . = = =
min E u; = min E (y; —y)” = min E (yl — Bo— Pixin — ... — kalk>
i=1 i=1 i=1

e En z;;, ¢ hace referencia a la observacién y j a la variable independiente
— Ej. educ;, exper;

e La suma es sobre todas las observaciones

Este problema de minimizacién se resuelve con calculo de varias variables para obtener
las condiciones de primer orden de MCO

Z@;ZZ(ZA—EO—BWH—---—B\kxik> =0
i—1

=1
D wits =Y (yi—ﬁo—ﬁlxﬂ—...—ﬁkxik> —0 Vj=1,2,... k
=1 =1

e Se aplica la derivada parcial con respecto a cada B

— Se obtienen k + 1 ecuaciones lineales con k + 1 incégnitas ,/8\0, 31, cee Ek



e También se pueden obtener como momentos muestrales de E (u) =0y E (z;u) =0
Solucién
B = (X'X)"'Xy

Formas de obtener las B ’s: a mano, con algebra lineal, con paquete estadistico

e Es mas importante saber como interpretarlas

e Requiere suponer que las ecuaciones se pueden resolver de forma tnica

Terminologia: Corremos una regresiéon MCO (o regresamos o proyectamos) y sobre
T1,T2y...,Tk

— Indica que el método MCO se utilizé para obtener la linea de regresion

e Generalmente siempre estimamos el intercepto junto con las pendientes

3.2.2 Interpretacién de la ecuacién de regresion MCO

La linea de regresion MCO expresada en cambios es
Aj = BiAz, + BolAxo + ... + ByAzy
e Indica la prediccion del cambio en y dados cambios en las z’s
° Bo es la prediccién de y cuando vy = a9 = ... =2, =0
— No siempre tiene sentido pero es necesaria
Si Axy = Axsz = ... = Az, = 0, entonces
Ay = B1A901

e 1 mide el cambio en y cuando z; aumenta en 1 unidad, manteniendo todas las
otras variables fijas

e Al incluir x9, 3, ..., 2 en el modelo, obtenemos un coeficiente para x;, con una
interpretacion ceteris paribus

e Controlamos por las variables x, x3, ..., z; cuando estimamos el efecto de =1 en
Y

e Misma interpretacién para las otras f3;’s

Todas las f3;’s tienen una interpretacién de efecto parcial o ceteris paribus

e Por eso RLM es tan 1til

Ejemplo. Queremos entender las calificaciones universitarias en términos de las
calificaciones de preparatoria (en escala de 4 puntos) y el examen de admisién

caluni = 1.29 + 0.453calprepa + 0.0094examadmi, n = 141



1.29 es la prediccién de caluni si calprepa = examadmi = 0

— No es realista

Relacién positiva entre caluni y calprepa, manteniendo examadmsi fijo

Interpretacion de 0.453:
— Un punto adicional en calprepa estd asociado con 0.453 de punto en
caluni

— Esla mejor prediccion para el caso de dos alumnos con mismo examadmz
pero calprepaA = calprepaB + 1, caluniA = caluniB + 0.453

Interpretacion de 0.0094:

— Manteniendo calprepa fijo, si examadmi aumenta 10 puntos, caluni
aumenta 0.09 puntos

* No significativo porque para examadmi media = 36 y desvest = 24

Ejemplo. Queremos analizar el efecto de la educacién en el salario

—

log(salario) = 0.284 + 0.092educ 4 0.0041exper + 0.022antig, n = 526
Interpretacion de coeficientes en porcentaje y como ceteris paribus
e Interpretacién de 0.092:

— Dejando exper y antig fijos, 1 ano extra de educ, aumenta log(salario)
en 0.092 y el salario en 9.2%

— Diferencia proporcional en la prediccién del salario con misma exper y
antig pero con diferencia en educ de 1 ano

— Estimado mantiene 2 factores de productividad fijos

e Para saber si 0.092 es un buen estimado del rendimiento ceteris paribus de 1
ano mas de educ, necesitamos propiedades estadisticas de MCO

3.2.3 Significado de “mantener otros factores fijos” en RLM

Bj’s miden el cambio esperado en la variable dependiente Ay manteniendo fijas las otras
variables independientes

e Los datos vienen de una muestra aleatoria sin restricciones en los valores que pueden
tomar las variables independientes

e Aldar a 3; una interpretacion de efecto parcial, es como si hubiéramos obtenido una
muestra aleatoria con los mismos valores para las otras variables independientes y
solo hubiera variacion en la variable independiente de interés

— En cuyo caso, hubiéramos corrido una RLS entre la variable dependiente y la
variable independiente de interés



El poder de RLM es que nos permite:

e Hacer en ambientes no experimentales, lo que los cientificos pueden hacer en un
ambiente controlado de laboratorio (mantener otros factores fijos)

e Imitar esa situacién sin restringir los valores de ninguna variable independiente
e Dar una interpretacion ceteris paribus aunque los datos no se hayan recolectado de
esa forma
3.2.4 Cambiar mas de una variable independiente al mismo tiempo

Si cambia mas de una variable a la vez, podemos utilizar la linea de regresion MCO
expresada en cambios

A@\: BIA:EI + //B\QAxQ + ...+ B\kA(L’k

Ejemplo. Para estimar el efecto en el salario de una persona que se queda en la
empresa 1 ano mas (mds experiencia y antigiiedad, misma educacién)

—

Alog(salario) = 0.0041Aexper + 0.022Aantig = 0.0041 + 0.022 = 0.0261 o 2.61%

3.2.5 Valores ajustados y residuales MCO
Valor ajustado o predicho para la observacion i:
Ui = Po + Briwa + ...+ Brerir

e Usamos los valores de las variables independientes para cada observacion i en la
linea de regresién MCO

e En general, y; # y; porque MCO minimiza el promedio del error de prediccién al
cuadrado

— No dice nada del error de prediccién individual
Residual para la observacion i (como en RLS): w; =y, —y; Vi

e Siu; > 0, la linea de regresion subestima y;

e Siu; <0, la linea de regresion sobreestima y;

Propiedades de los valores ajustados y residuales (vienen de las condiciones de primer
orden y son extensiones de RLS)

1. El promedio muestral de los residuales es cero
° %Z?:lai:() - ﬂi:?j\i

2. La covarianza muestral entre cada variable independiente y los residuales MCO es

cero
o Cov (:UU,@Z) =0 = Cov (]/J\l,ib\l) =0
3. El punto (y, Z1, Za, . . ., T) siempre esta sobre la linea de regresion MCO

° @ZB\0+3@1+§2@+---+§@1¢ — gi::/&\i
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3.2.6 Interpretacién de efecto parcial en RLM

Para algunas derivaciones, necesitamos férmulas explicitas para las 3;’s
e También ayudan a entender el funcionamiento de MCO

Modelo con 2 Var/i\ableAs indeEendientes R
Cuando k =2, y = By + P1x1 + [axe con interés en [;

B\l _ Zle ﬂlyi
> i Th

e 71 son los residuales MCO de una RLS de x; sobre x5 (y no se ocupa)
e Después, corremos una RLS de y sobre 7;
— Bl aqui es igual que en RLS porque 731 = 0
* Revisa regresion por el origen en RLS
Permite interpretar el efecto parcial de Bl de otra forma
e Los residuales 71 son la parte de x;; que no esta correlacionada con ;o
— 731 es ;1 después de depurar los efectos de ;o
e Entonces, B\l mide la relacion en la muestra entre y y x; después de depurar x-
- B\l mide el cambio en y cuando x; aumenta en 1 unidad manteniendo x, fija

e Esto no existe en RLS porque no se incluyen otras variables independientes en el
modelo

Modelo con k variables independientes
Cuando hay k variables independientes, 731 viene de la regresién de xq sobre x9, x3, ..., T}
y 1 se escribe igual que para el caso k = 2

° Bl mide el efecto de x; sobre y después de depurar los efectos de xs, 3, ..., 2%

3.2.7 Comparacién de los estimados de regresion simple y miultiple

., Cuando se obtiene el mismo estimado para el efecto de x; sobre y con RLS y RLM?

Modelo con 2 variables independientes
o RLS: § = fo + iy
e RLM: y = Bo + 311’1 + Bﬂz
La relacién entre 51 y B\l esta dada por:
B = 31 + 3251
° El no nos da el efecto parcial de x; sobre y

° gl es el coeficiente de la pendiente en la RLS de x;5 sobre x;1, 1 =1,2,....n



— Ty = g + 01211 + €, de donde se obtienen 50 y gl
— b1 = Cov (z1, 1) /Var (z;)
° 5251 se conoce como el término distorsionador

— Efecto parcial de x5 sobre i por la pendiente de la RLS de x5 sobre x;

Entonces, 5, = 1 en dos casos:
1. Cuando 5, = 0: Efecto parcial de x5 sobre ¥ es cero en la muestra
2. Cuando 6; = 0: x1 y w9 no estan correlacionadas en la muestra

En general, 51 # 1, pero la relacién nos sirve para caracterizar cuando son similares (o
muy diferentes)

e Si By =~ 0 o0sid; =~ 0, esperarfamos que 31 =~

Modelo con k variables independientes

Los estimados de 3; son idénticos en el caso de k variables independientes si [poco prob-
able]

e Los coeficientes MCO para xs, ..., x; son todos cero
Bo=...=P=0
e 11 no esta correlacionada con ninguna de las variables xs, ..., Ty

Pero 31 (de RLS) y B (de RLM) pueden ser similares si
e Los coeficientes para @, ..., x) son pequenos

e Las correlaciones entre x; y las otras variables independientes son pequenas

3.2.8 Bondad de ajuste
Como en RLS, definimos la variaciéon de cada una de las partes:
e Suma de cuadrados total: SCT = " (y; — 7)°
— Variacién de y; (suponemos que no es constante, y; # ¢ Vi)
e Suma de cuadrados explicada: SCE = Y"1 | (y; — )’
— Variacién de y;
e Suma de cuadrados de los residuales: SCR =" | u?
— Variacion de u;
La variacién total en y siempre se puede expresar como: SCT = SCE + SCR

Si SCT # 0,
_ SCE  SCR , SCE SCR

“scr "sor M Tser ' ser



e Interpretacién de R?: Proporcién de la variacién muestral en y; que es explicada
por la linea de regresion MCO

e 0 < R? <1 por definicién

e R2 es igual al coeficiente de correlacién entre y; v 7; elevado al cuadrado

VT — )12
RQ _ [COI‘I‘ (y“ @)]2 — [Z(yz - ;y)(yz — y)]; -
2oy — 922 — 9)?]
e R? nunca decrece (generalmente aumenta) cuando se agrega cualquier variable in-
dependiente a la regresién (SCR nunca aumenta)
— Mala herramienta para decidir si agregar variables al modelo
— Una variable independiente va en el modelo si tiene un efecto parcial diferente

de cero sobre y en la poblacion

e R? ademés de medida de bondad de ajuste sirve para probar si un grupo de variables
es importante para explicar y

Ejemplo.
caluni = 1.29 + 0.453calprepa + 0.0094ezamadmi, n =141, R2=0.176

e Significa que calprepa y examadmi explican alrededor de 17.6% de la
variacion en caluni en esta muestra

e Hay muchos otros factores (personalidad, calidad de educacién en prepa, etc.)
que contribuyen a caluni

Una R? baja:
e No significa que la ecuaciéon no sirva

- Ej’s pueden ser estimados confiables de los efectos ceteris paribus de cada
variable independiente sobre y, eso no depende del valor de R?

e Significa que es dificil predecir valores individuales de y con exactitud

— En ciencias sociales, es dificil predecir comportamientos individuales

3.2.9 Regresion por el origen

Teoria econémica o sentido comun pueden sugerir que [y = 0,
y= glxl +52$2 +.. +Ek$k
e Sizyo=x3=...=ux, =0, la prediccién para y es 0
° Ej’s son los estimados MCO de la regresién de y sobre x1, o, ..., ) por el origen

o Ej’s minimizan SCR pero fijando 5y = 0
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Las propiedades de MCO anteriores no se cumplen en regresién por el origen
1. Los residuales MCO ya no generan un promedio muestral cero
o LN WA, Ui £
2. R? < 0 es posible

e Significado: y explica mas de la variacion en y que las variables explicativas
e Alternativa 1: Incluir un intercepto

e Alternativa 2: Concluir que las z’s explican mal a y
3. Si se utiliza R? como [Corr (;,7;)]°, R? > 0
e No hay regla sobre cémo reportar R? en regresién por el origen
Si By # 0 en la poblacién, las gj’s estaran sesgadas

e Costo de estimar ) cuando y = 0: Varianzas de las ;’s serdn mds grandes

3.3 Valor esperado de los estimadores MCO

Ahora estudiamos las propiedades estadisticas de los estimadores MCO
e No se refiere al caso de una muestra particular
e Para parametros del modelo poblacional
e Supuesto: Podemos tomar muestras aleatorias de forma repetida
Las propiedades de interés son:
e Valor esperado
— 4 supuestos (extensiones de RLS) permiten mostrar falta de sesgo
e Varianza
— 1 supuesto adicional permite determinar eficiencia

Partimos de supuestos ideales para obtener propiedades deseables

3.3.1 Falta de sesgo en MCO

[ Supuesto RLM.1. El modelo es lineal en pardmetros (define el modelo)

El modelo poblacional se puede escribir como
y=PBo+ bir1+ faxa + ...+ Brak +u
e (o, 51, ..., 0k son pardametros (constantes) de interés no conocidos

e ¢ es un error aleatorio no observado
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Observaciones sobre el supuesto RLM.1:
e Se conoce como el modelo poblacional o modelo verdadero
— Incertidumbre: Podemos estimar un modelo diferente
e Clave: Modelo es lineal en los pardmetros

— Flexible porque permite capturar relaciones no lineales

— x y y pueden ser funciones de variables de interés

Supuesto RLM.2. La muestra es aleatoria

Tenemos una muestra aleatoria de n observaciones {(y;, T;1, T2, ..., Ta) |1 =1,2,...,n}
del modelo poblacional en RLM.1
Observaciones sobre el supuesto RLM.2:

e Para una observacién particular sacada de la poblacion:
vi = Bo+ Bz + ...+ Brxi +u; Vi

— Primer subindice indica el nimero de la observacion y el segundo subindice
denota el nimero de la variable

Ejemplo.
log(salario;) = By + By log(ventas;) + Baceoantig; + Bsceoantig? + u;

e u; contiene factores no observados para el CEO i que afectan su salario

e En aplicaciones, el modelo se escribe generalmente en forma poblacional

— Enfatiza que queremos estimar una relacion poblacional

~

e Aqui Bo; 31, ..., Br son estimadores de [y, 51, . .., Ok

— Antes, para una muestra particular E’j’s eran escogidos tal que > U; =0y
Z?:l Iwaz =0 VJ [COV (l’ij, ﬂ,) =0 VJ]

— Pero no incluimos condiciones para que los estimadores MCO estuvieran bien
definidos para una muestra

Supuesto RLM.3. No colinealidad perfecta (para poder calcular MCO)

En la muestra (y por tanto en la poblacion),
e Ninguna de las variables independientes es constante, y
e No hay relaciones lineales exactas entre las variables independientes

Observaciones sobre el supuesto RLM.3:
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e Es mas complicado que en RLS porque debemos evaluar la relacion entre todas las
variables independientes

e Si alguna variable independiente es una combinacion lineal exacta de las otras vari-
ables independientes, el modelo sufre de colinealidad perfecta

— En ese caso, no se puede estimar por MCO porque (X’ X)_1 no existe

e RLM.3 permite que las variables independientes estén correlacionadas, solo no
pueden estar perfectamente correlacionadas

— Se puede verificar revisando que Corr (x,z;) #1 Vs,j
— Si no se permitiera ninguna correlacion, RLM seria poco til

— De hecho, la razén de incluir una variable independiente es que puede estar
correlacionada con la de interés y queremos fijar su efecto

e RLM.3 solo descarta correlacién perfecta

— Caso poco probable con una muestra aleatoria

Ejemplo. RLM3 no se cumple si una variable es multiplo de otra
Y = consumo, Tp = ingreso en pesos, Ty = ingreso en miles de pesos
e En ese caso, no se puede realizar un analisis ceteris paribus
e Funciones no lineales de la misma variable se permiten

T, = ingreso, Ts = ingreso’

Preguntas. ;Cual es el problema de estimar la siguiente ecuacion?
log(consumo) = By + B log(ingreso) + By log(ingreso®) + u

e ;Qué solucion se podria implementar?

Preguntas. En una campana electoral con 2 candidatos (A y B), jcudl seria el
problema de estimar la siguiente ecuacion?

votoA = By + prgastoA + BagastoB + [sgastototal + u
e ;Tiene sentido un analisis ceteris paribus?

e ;Qué solucion se podria implementar?

Supuesto RLM.3 puede no cumplirse si

e No somos cuidadosos al especificar el modelo

e Tamano de muestra es pequefio respecto al nimero de parametros a estimar (n <
k+1)
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— Necesitamos al menos k£ 4 1 observaciones para estimar k£ 4 1 pardametros

— Entre mas observaciones, mejor

Si el modelo se especifica correctamente y n > k+ 1, RLM.3 puede fallar por coincidencia
al recolectar los datos

e (Caso poco probable, a menos que la muestra sea muy pequena

Supuesto RLM.4. Media condicional cero (el méds importante para probar falta de
sesgo)
E (u|x1, z2,...,25) =0

El error u tiene un valor esperado de cero dado cualquier valor de las variables indepen-

dientes
Observaciones sobre el supuesto RLM.4:

e RLM.4 no se cumple y los estimadores EJ estaran sesgados cuando

— Hay una mala especificacién de la forma funcional

* Ej. No incluir ingreso® en consumo = 3y + Biingreso + faingreso® + u
« Fj. Usar salario cuando el modelo verdadero es log(salario)

— Se omite un factor importante que esta correlacionado con xq, xs, ...,z

x Variables omitidas son menos problema en RLM que en RLS

x Pero puede haber limitacion en datos o desconocimiento
— Hay otras formas en que Corr (u, z;) # 0
* Error de medicién en las z’s
x y vy z’s determinadas conjuntamente (ej. precios y cantidades)
e Si se cumple RLM.4, decimos que tenemos variables independientes exdgenas
e 5i x; se correlaciona con u, se dice que z; es una variable independiente endégena

e Diferencia entre RLM.3 y RLM.4:

— RLM.3 descarta ciertas relaciones entre las z’s y no tiene nada que ver con u
* Se puede probar
— RLM.4 restringe relacién entre las x’s y u

x Nunca sabremos, pero es un supuesto critico

Teorema. Falta de Sesgo en MCO
Bajo supuestos RLM.1 a RLM .4,

E(Bj) =B, j=0,1,2.. .k

para cualquier valor de f3;

\.

MCO genera estimadores insesgados para los parametros poblacionales

e Propiedad de los estimadores bajo muestras aleatorias repetidas
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3.3.2 Inclusion de variables irrelevantes

Sobre-especificaciéon del modelo:

e Incluir una o mas variables independientes en el modelo que no tienen efecto parcial
en la poblacion [Bs = 0]

Supongamos que el siguiente modelo satisface RLM.1 a RLM.4 pero 3 =0
y = Po+ P11+ Paxa + f373 +u
e 13 puede estar correlacionada con x1 0 x

— Pero una vez que se controla por x; y xo, x3 no afecta a y

— Usando esperanza condicional:
E(y |z, 20,23) =E(y | 21,72) = Bo + Brx1 + Saa
e No sabemos que 3 = 0 por lo que estimamos
y= Eo + 51961 + 52372 + 331’3
e ;Qué efecto tiene incluir una variable (irrelevante) x3 cuando 3 = 07

— No tiene efecto en términos de falta de sesgo para 51 y 32

* Teorema aplica para cualquier valor de f3;
* Entonces E <§o> = 5o, E <§1> = p, E <32> = [y, E <B3> =0

— El efecto esta en las varianzas de Bl y 52

3.3.3 Sesgo por variable omitida

Sub-especificacion del modelo:
e Excluir una variable independiente relevante
— La variable pertenece al modelo poblacional
e Este problema generalmente causa sesgo en los estimadores MCO
— Podemos derivar la direccién y el tamano del sesgo
e Se conoce como analisis de mala especificaciéon

Modelo con 2 variables independientes

Empezamos con el modelo verdadero y suponemos que satisface los supuestos RLM.1 a
RLM.4

y = Po+ biz1+ fara +u
e Ej. y = salario (por hora), z1 = educ, xo = habilidad (innata)

e Estamos interesados en el efecto parcial de x; sobre y
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e Para tener E <Bj> = (3;, debemos correr una regresiéon de y sobre x; y xo

y BO + B\lxl + 32@

e Pero por desconocimiento o falta de datos, estimamos el modelo sin incluir
y = Po+ pimy

— La tilde enfatiza que El viene de un modelo sub-especificado

Ejemplo. Modelo verdadero:
salario = By + Preduc + Byhabilidad + u

e Estimamos
salario = [y + Preduc + v

e v = [yhabilidad + u porque habilidad no se observa

e Obtenemos El

Sabemos que L
p1 = Bi + P20y
. B\l y 32 son estimadores (imaginarios) de la regresion de y; sobre ;1 y ;0 Vi
° gl es la pendiente en la RLS de x;5 sobre x;; Vi

— Solo depende de las variables independientes

Como el modelo satisface RLM.1 a RLM.4, E <Bl> =0 yvE (32) = [35, entonces
E (51) =E (B\l + 32&) =E <31> +E (Ez) 81 = B + Body
Sesgo <Bl> =E <51> —p1 = ﬁzgl

e Se conoce como el sesgo por variable omitida (por excluir z5)
Dos casos en que El es insesgada (E (Bl) = 51)

e 35 = 0: x5 no aparece el modelo verdadero

e 6 = 0: 1 y x5 no estan correlacionadas (porque 6; = Cov (1, z2) /Var (z1))
Si x1 y x9 estan correlacionadas, 31 adopta el signo de Corr (x1, x5)

° gl > 0 si Corr (z1,22) >0

. gl < 0 si Corr (z1,22) <0

El signo o direccion del sesgo depende de los signos de s y gl
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Corr (z1,x9) > 0 | Corr (1, 22) <0
By >0 Sesgo+ Sesgo—
B2 <0 Sesgo— Sesgo+

El tamano del sesgo esta determinado por el tamano de (; y gl

e Ej. 0.14% vs 3% relativo a 8.6%

En la préctica, s es un parametro poblacional no conocido pero generalmente

e Tenemos idea de la direccion del efecto parcial de xo

e Podemos conjeturar el signo de la correlacion entre z1 y o

Ejemplo. A mayor habilidad, mayor productividad y mayor salario, entonces 35 >
0. Si Corr (educ, habilidad) > 0, 5 de la siguiente regresion en promedio sera

grande
salario = By + Pfreduc + v

Si log(salario) = By + Breduc + Pohabilidad + u satisface RLM.1 a RLM.4 pero

estimamos

e~ —

log(salario) = 0.584 + 0.083educ, n =526, R?=0.186
e No sabemos si 0.083 > /3 (porque 51 puede ser mayor o menor a 0.083)

e Pero en promedio E (31) >

Preguntas. Supongamos que en escuelas primarias
califprom = By + [rgasto + Batpobreza + u
pero estimamos ; con una regresion de califprom sobre gasto
e ;Cuél podria ser el signo para 3, y para Corr (z1, z3)?
e ;Cual es el posible sesgo en 51?

e ;Cual seria la implicacion si f1 =0y Bl > 07

Terminologia al omitir una variable independientes relevante
e Sin importar el signo de fy, 51 tiene:
— Sesgo hacia arriba si E <§1> > 0
— Sesgo hacia abajo si E <§1) < B
° 51 estd sesgada hacia cero si E <51> estd mas cercano a cero que [3;

— Si B > 0, B esté sesgada hacia cero si tiene sesgo hacia abajo
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— Si B <0, 51 esta sesgada hacia cero si tiene sesgo hacia arriba
— En general, si [E <§1> | < |51

Modelo con 3 variables independientes
Derivar el signo del sesgo por variable omitida es mas complicado cuando hay varios
regresores porque las x;’s estan correlacionadas en pares

e Si Corr (x5, u) # 0, generalmente todos los estimadores MCO Bj’s estaran sesgados
Supongamos que el siguiente modelo poblacional satisface RLM.1 a RLM.4
y = Bo + Bras + Paxs + By
pero omitimos 3 y estimamos
= Bo+ Bias + oy

Si Corr (z1,23) # 0y Corr (xg, x3) =0
e No es correcto decir que 51 esta sesgada y 52 no esta sesgada
e Generalmente, 51 y Eg estaran sesgadas

— Excepto si Corr (x1, x2) =0

Para aproximar la direccién del sesgo en 1, suponemos que zs no esta en la poblacion
ni estimacién (Corr (z1, x2) = 0), entonces

E <§1> =1 + 53531

e Y Sesgo <31> > 0si B3 >0y Corr (21, x3) > 0, etc.

Ejemplo.
salario = By + pfreduc + Byexper + Bzhabilidad + u

e Si omitimos habilidad, los estimadores de (5, y (o estaran sesgados
— Adn si Corr (exper, habilidad) = 0

e Si estamos interesados en el rendimiento de educ (1), quisiéramos saber si
[ esta sesgada hacia arriba o hacia abajo

Para aproximar, suuponemos que Corr (exper, habilidad) = 0 vy
Corr (educ, exper) =0

e Como (3 > 0y Corr (educ, habilidad) > 0, 51 tiene sesgo hacia arriba

En la practica, seguimos un razonamiento similar para tener una idea del sesgo

e Hay que evaluar la relacién entre la variable de interés y la variable omitida
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3.4 Varianza de los estimadores MCO

De la distribucién muestral de las Ej’s
e Sabemos las tendencias centrales (supuestos RLM.1 a RLM.4)
e Queremos saber la dispersién para analizar (bajo homocedasticidad)

— Varianza

— Eficiencia

Supuesto RLM.5. Homocedasticidad
El error u tiene la misma varianza dados cualesquier valores de las variables inde-
pendientes

Var (u | 21, 29, . .., Ty) = 02

La varianza es la misma para todas las posibles combinaciones de valores de las variables
independientes

Ejemplo. Si el modelo poblacional es
salario = Py + Preduc + Brexper + Bzantig + u,

entonces

Var (u | educ, exper, antig) = o

no depende de educ, exper, antig

Observaciones sobre el supuesto RLM.5:
e Si RLM.5 no se cumple, hay heterocedasticidad

e Los supuestos RLM.1 a RLM.5 se conocen como los supuestos de Gauss-Markov
(para corte transversal)

e Si escribimos & = (x1, X9, . . ., x)), podemos expresar
— RLM.1 a RLM.4 como

x Lineal en pardametros, depende de las variables independientes

— RLM.5 como

Var (y | &) = o?

* No depende de las variables independientes

Teorema. Varianzas Muestrales de los Estimadores MCO (para las pendientes)
Bajo los supuestos RLM.1 a RLM.5, y condicional en los valores muestrales de las
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variables independientes,

0.2

V&r(ﬁj>:m ijl,z,,k

e SCT; =37, (i; — 7;)° es la variacién muestral total en z;

° Rjz es la R* de la regresién de z; sobre las otras variables independientes (con
intercepto)

— Proporcién de la variacién total en z; explicada por las otras variables inde-
pendientes

El tamano de Var (B\]) es importante

e Una varianza grande significa un estimador menos preciso e implica

— Intervalos de confianza mas amplios

— Pruebas de hipdtesis menos precisas

3.4.1 Componentes de las varianzas de MCO: Multicolinealidad

La varianza de cada B\] depende de 3 factores: 02, SCT;, R?

1. Varianza del error (02):

e Si sube 02, sube Var (@-) porque hay mas ruido en la ecuacién

— Hace mas dificil estimar el efecto parcial de cualquier variable independi-
ente sobre y

e o2 es una caracteristica de la poblacién

— No tiene que ver con el tamano de la muestra

— Es desconocida por lo que queremos estimarla

e Dada y, la tinica forma en que o2 puede bajar es agregando més variables
independientes (‘sacarlas’ de w)

— No siempre es posible
2. Variacién muestral total en z; (SCT)):

e Si sube SCT}, baja Var (EJ)

— Ceteris paribus queremos mayor variacién en z;

— Al aumentar el tamano de la muestra, aumenta la variacién en cada z;
e Componente de Var <§]> que depende sistematicamente de la muestra

e 5i SCT; ~ 0, aumenta Var <BJ> pero no viola RLM.3
— SCT; = 0 no estad permitido por RLM.3

— n pequeno puede causar varianzas muestrales grandes
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3. Relaciones lineales entre las variables independientes(R?):

e Si sube R, sube Var (@)
e R? no aparece en RLS porque solo hay una z; y R? # R?
— R? solo involucra variables independientes
e Si k= 2, Yy = ﬁ0+ﬁ1x1+ﬁ2x2+uy\/ar<31> = Wi—Rf) con R% de la
regresién de x; sobre x5 (con intercepto)

— Como R? mide la bondad de ajuste, R? ~ 1 implica que x5 explica mucha
de la variacién en x; por lo que Corr (x7, ) es alta

— Conforme R? — 1, sube Var <B\]), entonces una alta relacién lineal entre
1y xo implica que Var <§1> y Var (5’\2) son altas

e Dados 0? y SCT}, Var (@) es mas baja cuando R? =0 <= Corr (z,,z;) =
0 Vs
— Pero R? = 0 es raro
e Caso RJQ- = 1 esta descartado por RLM.3

— x; seria una combinacién lineal perfecta de las otras variables independi-
entes

e Mas interesante es el caso R? ~ 1 porque cuando R? — 1, Var <BJ> — 00

— Pero R? ~ 1 no viola RLM.3

e Multicolinealidad (MC): Se refiere a una correlacion alta (pero no perfecta)
entre 2 o mas variables independientes

— Problema de MC no esta bien definido porque no viola supuestos

— Efecto de R} ~ 1 en Var (B\j) depende de o y SCT;

— Lo que importa para inferencia estadistica es Bj relativo a desvest (B])

e Alta correlacién entre variables independientes y n pequeno, implica que Var (@)
aumenta

e Ceteris paribus es mejor tener una correlacién baja entre z; y otras variables
independientes

e Quitar variables independientes del modelo podria reducir MC, pero puede
generar sesgo si las variables pertenecen al modelo poblacional

— Ej. En lugar de estimar efectos separados de categorias de gasto altamente
correlacionadas, seria mejor juntarlas

e La correlacion entre variables independientes puede ser irrelevante para otra
variable independiente (de interés)

— Ej. y = Bo+ B1x1 4 Baxa + f3x3+u con alta Corr (zg, x3) v altas Var (Bg)
y Var (E;;) pero sin efecto en Var <§1>
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x Si Corr (1, x2) = 0y Corr (z1, x3) = 0, entonces R? =0y Var (31) =

o2

sér; sin importar Corr (g, x3)

— Esto es importante porque generalmente se incluyen varios controles para
aislar efecto causal de una variable

x Alta correlacion entre controles no dificulta determinar efectos
e Se pueden utilizar estadisticos para diagnosticar MC
— Pero no distinguen si involucra controles que no importan

e Son mas utiles estadisticos para coeficientes individuales, el mas comun es el
factor de inflacién de la varianza
2

FIV; — Var (@) - ﬁmvj
J

1
- R2

FIV; es el factor por el que Var (@) es mas alta relativo a cuando z; no
se correlaciona con otras variables independientes

— Ceteris paribus quisiéramos un FIV; bajo pero rara vez podemos escoger
— Un FIV; “alto” para los controles, no deberia afectar decisiéon de incluirlos
* Ignoramos FIV; de controles

Fijar un valor limite para FIV; y declarar que probablemente hay MC
para f3; es arbitrario
+ Pero a veces se usa 10 (R? > 0.9)

* FIV; > 10 =5 desvest (@) sea alta porque desvest (@) también
depende de o y SCT; (puede crecer si n crece)
— En conclusién, FIV; tiene un uso limitado

3.4.2 Varianzas en modelos mal especificados

Relacién inversa entre sesgo y varianza:

e Puede ayudar a decidir sobre si incluir una variable en un modelo de regresién
Analicemos la varianza de los estimadores MCO cuando se omite una variable relevante

e Supongamos que el siguiente modelo poblacional satisface los supuestos G-M

y = Bo+ Biz1 + Pawa + u
y consideremos 2 estimadores para f(:
y= BO + 315171 + 32552
y= Bo + Bimy
e Si [y # 0y Corr (z1, x9) # 0, 51 estard sesgado (E (El> # 01)

e Mientras que E (31> = (7 Vs, incluido By =0
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e En este sentido, 5, parece mejor a (31, pero

2 2

var (5,) = Sng < SCTlg‘l TRy VA ()

Conclusiones si Corr (21, x3) # 0

1. Si By # 0,
E(B) # 61 E(B) = 61y Var (B) < Var (1)

e Se prefiere 31 cuando n es grande

— MC inducida por incluir x5 se vuelve menos importante

— Ambas varianzas disminuyen cuando n — 0o
e Si x5 se excluye, x5 estarfa en u, o2 subiria y Var <§1> subiria
2. Sl ﬁg = 0,
E () =6 E(B) =6y Var (B) < Var (1)

e Se prefiere 51
e Incluir z5 cuando no tiene efecto en y, agrava el problema de MC
— El estimador de (; es menos eficiente

e Una varianza mas grande para el estimador de [3; es el costo de incluir una
variable irrelevante en el modelo

3.4.3 Estimacién de o>
Conocemos Var <§1>, Jpor qué no podemos calcularla?

Al obtener un estimador insesgado de o2, tendrfamos un estimador insesgado de Var (31>

2 _ 2 ¢ : )’ s 2 o x2 1 n 2
e Dado que 0° = E (u®), un ‘estimador’ insesgado de ¢* seria ¢° = > " | uf, pero
no observamos los errores u; porque no conocemos las 3;’s

u; =y; — Bo — Birin — ... — BeTik
e Si reemplazamos las ;’s con f3;’s obtenemos los residuales MCO
u; =y — Bo — Biwvir — ... — Brar

. ~ V2 . 1 n /\2
e Sin embargo, no reemplazamos u; por u; para obtener 5° = =% " U7 porque

generaria un estimador sesgado de o
— No toma en cuenta los grados de libertad

El estimador insesgado de 0% en RLM es

1 " SCR
O_n—k—liz:;u’ n—k—1
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e n— k — 1 son los grados de libertad (g.l.)

— Numero de observaciones (n) menos parametros estimados (k + 1)
~ EnRLS, k=1

e Intuitivamente, el ajuste por g.l. se necesita por las condiciones de primer orden

i=1 i=1

— Hay £ + 1 resricciones impuestas sobre los residuales
— Dados n — (k + 1) de los residuales, los k + 1 residuales restantes se conocen
— Solo hay n — (k+ 1) g.1. en los residuales

1

en>n—k—-1= ——

1 1 n ~2 1 n. o ~2
>0 = g i U > D U

Teorema. Estimacién Insesgada de o2
Bajo supuestos RLM.1 a RLM.5,

E (32) = ¢g?

0 = +V0? se llama el error estdndar de la regresién (EER)
e Fstimador de la desviacion estandar de
e También se conoce como

— FError estandar del estimado

— Raiz del error cuadratico medio
Si agregamos una variable independientes a la regresiéon, o puede subir o bajar
e SCR podria bajar (numerador)
e n— (k+ 1) podria bajar en 1 (denominador)

e No podemos saber de antemano que efecto va a dominar

3.4.4 Errores estandar de los estimadores MCO

Para construir IC y hacer PH, necesitamos estimar la desviacién estandar de f;

~ 0'2 ~ g
Var (@-) = —SCTj(l R —> desvest (@-) = ST T0)
J

Como o no es conocida, usamos su estimador & y obtenemos el error estandar de j3;
o

SCT;(1 - R2)

errest (fo’\]) =
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e Los estimados MCO y el error estandar se pueden calcular para cualquier muestra
aleatoria

e errest (@) depende de & por lo que tiene una distribucién muestral

— Se utiliza para hacer inferencia

e errest (B}) depende de RLM.5

— No es valido para estimar desvest (@) cuando los errores exhiben heterocedas-
ticidad

Heterocedasticidad no genera sesgo en BJ pero si en Var @)
x Invalida errest (@)

— Importante: Software reporta errest (@) bajo RLM.5 por default

— Si sospechamos de heterocedasticidad, los errores estandar ‘usuales’ no son
validos y tenemos que tomar medidas para corregirlos

e Si definimos desvest (z;) = /SCT}/n, podemos re-expresar
o

vndesvest () /1 —R?

— Muestra cémo n afecta directamente al error estandar

errest ( @) =

— Otros 3 términos (7, desvest (x;) , R7) cambian con diferentes muestras aleato-
rias pero convergen a constantes conforme n — oo

— errest — 0 a una tasa 1//n
e Valor de tener mas datos:
— La precisién de 5; aumenta conforme n — oo

e En contraste, falta de sesgo se cumple para cualquier n en tanto se puedan calcular
los estimadores

3.5 Eficiencia de MCO: Teorema Gauss-Markov
Sabemos que bajo RLM.1 a RLM.4, MCO es insesgado

e Pero hay muchos estimadores insesgados
. Hay estimadores con varianza menor que MCO?

e Si limitamos apropiadamente el conjunto de estimadores potenciales, se puede pro-
bar que MCO es el mejor en ese conjunto

Teorema Gauss-Markov L R
Bajo supuestos RLM.1 a RLM.5, Sy, 81, ..., B son los mejores estimadores lineales
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l insesgados (MELI) de S, f1, - - . , Bk, respectivamente J

Significado de MELI:

e Estimador: Regla que se puede aplicar a los datos para producir un estimado
e Estimador insesgado: E (@) =p; Vj=0,1,...,k

e Estimador lineal: Si se puede expresar como funcién lineal de la variable dependi-

ente
. n
B = Z WijYi
i=1

— Cada w;; es una funcién de los valores de la muestra de todas las z;’s
— Los estimadores MCO son lineales,

B\l _ > i TinYi
iiTh

e Mejor estimador: Tiene la menor varianza
— Dados 2 estimadores, preferimos el que tenga la menor varianza
Anotaciones sobre el teorema G-M:

e El teorema justifica el uso del método MCO para estimar modelos de regresion
multiple

— Para cada estimador EJ que sea lineal e insesgado, Var (@) < Var (E])

x Generalmente con desigualdad estricta

— Cuando los supuestos G-M se cumplen, ningin estimador lineal e insesgado
sera mejor que MCO

— Si nos dan un estimador lineal e insesgado, sabemos que su varianza es al

menos igual que la varianza MCO

e Si queremos estimar una funcién lineal de las §;’s, la combinacién correspondiente
de estimadores MCO tiene la menor varianza entre todos los estimadores lineales
insesgados

e Lossupuestos RLM.1 a RLM.5 se conocen como supuestos G-M (para corte transver-
sal) por este teorema

e Si alguno de los supuestos no se cumple, el teorema ya no se cumple

— Sin RLM.4, MCO es sesgado

— Sin RLM.5, MCO ya no tiene varianza minima entre los estimadores lineales
e insesgados

x En ese caso, MC ponderados son mejores que MCO
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3.6 Sobre el lenguaje de RLM

..Cual de los siguientes enunciados es correcto?
e Estimar un modelo MCO
e Estimar un modelo lineal por MCO
Diferencia entre modelo y método de estimacién
e MCO es un método de estimacién, no un modelo
— Un modelo describe la poblacion y depende de pardmetros desconocidos
e El modelo lineal visto se puede escribir en la poblacién como:

y = Po+ frx1+ Paza + ... + Brxi +u

— [ son pardmetros
— Podemos hablar del significado de 3; sin tener datos

— La interpretaciéon viene del modelo

e Con una muestra aleatoria podemos estimar los pardametros

— Hasta ahora, con MCO bajo los supuestos G-M
— Bajo diferentes supuestos, se prefieren otros métodos de estimacién
x WLS, LAD, IV
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